REDES NEURONALES CON CONEXIONES 

HACIA ADELANTE

En este capítulo examinaremos un grupo de redes neuronales que tienen una arquitectura similar. Este es el grupo de las redes con conexione hacia adelante, las cuales se caracterizan por arquitecturas en niveles y conexiones estrictamente hacia adelante entre las neuronas. Estas redes son todas buenas clasificadores de patrones y utilizan aprendizaje supervisado 

Este grupo incluye el Perceptron. Las redes ADALINE y MADALINE y la red Back - Propagation. El Perceptron y las redes ADALINE y MADALINE tienen un importante interés histórico y han abierto el camino para el desarrollo de otras redes neuronales. Por otro lado, la red Back - Propagation es probablemente una de las más utilizadas hoy en día. 

1. EL PERCEPTRON 

Este fue el primer modelo de red neuronal artificial desarrollado por Rosenblatt en 1958 [Rosenblatt 581. Despertó un enorme interés en los años 60. Debido a su capacidad para aprender a reconocer patrones sencillos: un Perceptron. Formado por varias neuronas lineales para recibir las entradas a la red y una neurona de salida, es capaz de decidir cuándo una entrada presentada a la red pertenece a una de las dos clases que es capaz de reconocer. 
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La única neurona de salida del Perceptron realiza la suma ponderada de las entradas. Resta el umbral y pasa el resultado a una función de trasferencia de tipo escalón. La regla de decisión es responder +1 si el patrón presentado pertenece a la clase A. o -1 si el patrón a la clase B (Fig. 4.1.). La salida dependerá de la entrada neta (suma de las entradas x ponderadas) y del valor umbral 0. 

Una técnica utilizada para analizar el comportamiento de redes como el Perceptron es representar en un mapa las regiones de decisión creadas en el espacio multidimensional de entradas a la red. En estas regiones se visualiza qué patrones pertenecen a una clase y cuáles a otra. El Perceptron separa las regiones por un hiperplano cuya ecuación queda determinada por los pesos de las conexiones y el valor umbral de la función de activación de la neurona. En este caso, los valores de los pesos pueden fijarse o adaptarse utilizando diferentes algoritmos de entrenamiento de la red. 

Sin embargo el Perceptron al constar sólo de una capa de entrada y otra de salida con una única neurona, tiene una capacidad de representación bastante limitada. Este modelo sólo es capaz de discriminar patrones muy sencillos linealmente separables. El caso más conocido es la imposibilidad del Perceptron de representar la función OR-EXCLUSIVA. 

La separabilidad lineal limita a las redes con sólo dos capas a la resolución de problemas en los cuáles el conjunto de puntos (correspondientes a los valores de entradas sean separables geométricamente. En el caso de dos entradas, la separación se lleva a cabo mediante una línea recta. Para tres entradas la separación se realiza mediante un piano en el espacio tridimensional, y así sucesivamente hasta el caso de N entradas, en e! cuál el espacio N-dimensional es dividido en un hiperplano. 

1.1. Regla de aprendizaje del Perceptron 

El algoritmo de aprendizaje  del Perceptron es de tipo supervisado, la cual requiere que sus resultados sean evaluados y se realicen las oportunas modificaciones del sistema si fuera necesario. Los valores de los pesos pueden  determinar, como se ha dicho, el funcionamiento de la red: estos valores se pueden fijar o adaptar utilizando diferentes algoritmos de entrenamiento de la red. El algoritmo original de convergencia del Perceptron fue desarrollado por Rosenblatt y lo veremos más adelante. Se pueden usar Perceptrones como máquinas universales de aprendizaje. Desgraciadamente, no puede aprender a realizar todo tipo de clasificaciones: en realidad, sólo se pueden aprender clasificaciones fáciles, (problemas de orden 1 en la terminología de Minsky y Papert (Minsky 69). Esa limitación se debe a que un Perceptron usa un separador lineal como célula de decisión, con lo cual no es posible realizar sino una sola separación lineal (por medio de un hiperplano.)

Como ejemplo de funcionamiento de una red neuronal de tipo Perceptron, veamos cómo resolver el problema de l función OR. Para está función, la red debe ser capaz de devolver, a partir de los cuatro patrones de entrada, a que clase pertenece cada uno. Es decir, para el patrón de entrada 00 debe devolver la clase 0 y para los restantes la clase O. Para este caso, las entradas  serán dos valores binarios. La salida que  produce sin tener en cuenta el valor umbral, es la siguiente:

Donde:

X1, X2  son las entradas a la neurona (en las neuronas de la capa de entrada, la salida es igual a su entrada)

  W1, W2 son los  pesos entre las neuronas de la capa de entrada y la de la capa de salida.

f: Función de salida o transferencia (la función de activación es la función identidad).

Si W1, W2 + W1, W2 , es mayor que 0, la salida será 1, y en caso contrario, será –1 (función de salida en escalón). Como puede observarse, el sumatorio que se le pasa como parámetro (entrada total) a la función f (función de salida o transferencia) es la expresión matemática de una recta, donde W1, W2  son sanables y x1 y x2 son las constantes. En la etapa de aprendizaje se irán variando los valores de los pesos obteniendo distintas rectas. 

Lo que se pretende al modificar los pesos de las conexiones es encontrar una recta que divida el plano en dos espacios de la dos clases de valores de entrada. Concretamente, para la función OR se deben separar los valores 01. lO y 11 del valor 00. En este caso, al no existir término independiente en la ecuación porque el umbral 0 es cero, las posibles rectas pasarán por el origen de coordenadas, por lo que la entrada 00 quedará sobre la propia recta. 

Si se pretende resolver el problema de la función AND de la misma manera, se llega a la conclusión de que es imposible si el umbral es cero. ya que no existe ninguna recta que pase por el origen de coordenadas y que separe los valores 00. 01 y 10 de entrada del valor II. por lo que es necesario introducir un término independiente para poder realizar esta tarea. 

Para ello. como se dijo en el capítulo 2 se considera una entrada de valor  fijo 1 a través de una conexión con peso w0 que representa el umbral (W0 = 0) y cuyo valor deberá ser ajustado durante la etapa de aprendizaje. Así  el parámetro que se le pasa a la función de transferencia de la neurona queda:                      
[image: image2.jpg]
 donde w  es el termino independiente que permitirá desplazar la recta del origen de coordenadas. Si aplicamos est solución para el caso de la red que calcula la función OR., aumentamos el número de soluciones, ya que, además de las rectas sin término independiente (W = 0) que dan solución al problema, existirán otras con término independiente que también lo harán.

En el proceso de entrenamiento, el Perceptron se expone a un conjunto de patrones de entradas, y los pesos de la red son ajustados de forma que al final del entrenamiento se obtengan las salidas esperadas para cada uno de esos patrones de entrada.

A continuación seremos el algoritmo de convergencia de ajuste de pesos para realizar el aprendizaje de un Perceptron (aprendizaje por corrección de error) con N elementos procesales de entrada y un único elemento procesal de salida.

1. inicialización de los pesos y del umbral
Inicialmente se asignan salares aleatorios a cada uno de los pesos (w) de las conexiones y al umbral (-W  = 0). 

2. Presentación de un nuevo para (Entrada, Salida esperada)

Presentar un nuevo patrón de entrada X = (x, x .... x) junto con la salida esperada d (t).

3. Cálculo de la salida actual 

Siendo f (x) la función de transferencia escalón

4. Adaptación de los pesos

Donde d (t) representa la salida deseada, y será 1 si el patrón pertenece a la clase A, y –1 si es de la clase B. En estas ecuaciones, a es un factor de ganancia en el rango 0.0 a 1.0. Este factor debe ser ajustado de forma que satisfaga tanto los requerimientos de aprendizaje rápido como a estabilidad de las estimaciones de los pesos (en el ejemplo de la operación OR, se considera (x=1). Este proceso se repite hasta que el error que se produce para cada uno de los patrones (diferencia entre el valor de salida deseado y obtenido) es cero o bien menor que un valor preestablecido. Obsérvese que los pesos no se cambian si la red ha tomado la decisión correcta.

5. Volver al paso 2.

Este algoritmo es extensible al caso de múltiples neuronas en la capa de salida. El Perceptron será capaz de aprender a clasificar todas sus entradas, en un número finito de pasos, siempre y cuando el conjunto de los patrones d entrada sea linealmente separable. En tal caso, puede demostrarse que el aprendizaje de la red se realiza en un número finito de pasos. 

A continuación se muestra el ajuste de los pesos de las conexiones de una red que debe realizar la función OR utilizando el método expuesto. En ejemplo, se va a utilizar un umbral distinto de cero mediante la conocida conexión con entrada a l para aumentar el número de posibles soluciones del problema

a) Sean inicialmente los valores elegidos aleatoriamente: 

W   = 1.5

W   =  0.5

W   = 1.5

b) Se van tomando uno a uno los cuatro patrones de entrada y se aplica el método explicado.

b.1. 
Se toma el patrón de entrada 00



Entradas: 



Pesos:



Net:



Salida que produce:



Salida que debe dar (deseada)



Error que se comete:



Pesos modificados:

Podemos realizar los mismos cálculos tomando una colocación en forma matricial:


Entrada   Peso = net  

Salida = f (net)


Error = (Deseada - Obtenida) = -1


Pesos (1 +1) = Pesos (t) + Error . Entrada 








Nuevos pesos

b.2.) 
Se toma el patrón de entrada 01



Entradas: 



Pesos:



Net:



Salida que produce:



Salida que debe dar (deseada)



Error que se comete:



Pesos modificados:

b.3.) Puede comprobarse que para las entradas 10 y 11 la salida obtenida es igual que la deseada, por lo que no se varían los pesos. En el caso de que no fuese así, se aplicaría el mismo método que se ha aplicado antes.

Existe un patrón de entrada, 00 para la cual el error cometido no es cero, por tanto, se realiza de nuevo a partir del punto b.

c) Se toman de nuevo los cuatro patrones de entrada:

c.1.) Se toma de nuevo el patrón de entrada (X)



Entradas: 



Pesos:



Net:



Salida que produce:



Salida que debe dar (deseada)



Error que se comete:



Pesos modificados:


En forma matricial

Entrada . pesos = net


Salida = f (net)

Error = (deseada – obtenida = 0.1 = 1)

c.2.) Se toma el patrón de entrada 01



Entradas: 



Pesos:



Net:



Salida que produce:



Salida que debe dar (deseada)



Error que se comete:



Pesos modificados:

c.3.) Puede comprobarse que para el resto de las entradas 10 y 11 los pesos no varías

sigue habiendo una entrada cuyo error ha sido diferente de cero

d) Se toman de nuevo los cuatro patrones de entrada

d.1.) Patrón (X)



Entradas: 



Pesos:



Net:



Salida que produce:



Salida que debe dar (deseada)



Error que se comete:



Pesos modificados:

d.2.) Si no han variado los pesos, entonces para el resto de las entradas el error cometido es cero (ver apartado c.2 y c.3.)

1.2. SOLUCION AL PROBLEMA DE LA SEPARABILIDAD LINEAL

El ejemplo expuesto de ajuste de pesos de una red para solucionar el problema de la función OR no es aplicable, corno se dijo anteriormente, a otro problema no trivial, corno es la función OR-EXCLUSIVA (XOR). En el caso de esta función se pretende que para los valores de entrada 00 y II se devuelva al clase 0. y para los patrones 01 y 10. la clase 1. Como puede comprobarse en la figura 4.3. el problema radica en que no existe ninguna recta que separe los patrones de una clase de los de la otra. 
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La solución podría darse si descompusiéramos el espacio en tres regiones: una región pertenecería a una de las clases de salida y las otras dos pertenecerían a la segunda clase. Si en lugar de utilizar únicamente una neurona de salida se utilizaran dos, se obtendrían dos rectas, por lo que podían delimitarse tres zonas. Para poder elegir entre una zona u otra de las tres, es necesario utilizar otra capa con una neurona cuyas entradas serán las salidas de las neuronas, anteriores. Las dos zonas o regiones que contienen los puntos (0,0) y (1,1) se asocian a una salida nula de la red, y la zona central se asocia a la salida con valor 1. De esta manera, es posible encontrar una solución al problema de la función XOR.

Por tanto, se ha de utilizar una red de tres neuronas distribuidas en dos capas, para solucionar el problema de la función XOR, como ejemplo ,  el lector puede comprobar que se obtienen los resultados mostrados en la figura 4.4. Tomando los siguientes valores:

Aplicando la expresión obtenida anteriormente para cada neurona.

[image: image4.jpg]
Hay que indicar que para el caso de la XOR e tienen que ajustar seis pesos (sin incluir las conexiones que representan los umbrales). En el caso de los pesos de las conexiones de la capa de salida (         ) el ajuste  de los pesos se realiza de forma idéntica a la estudiada anteriormente, pues conocemos la salida deseada. Sin embargo, no se tiene porqué conocer cuál debe ser la salida deseada de las células de la capa oculta, por lo que el método utilizado en la función OR no es aplicable en la función XOR. La solución para el aprendizaje en este tipo de redes, donde existen niveles ocultos, se estudia en los siguientes  aparatos.

2. EL PERCEPTRON MULTINIVEL

Un Perceptron multinivel o multicapa es una red de tipo Feed forward compuesta de varias capas de neuronas entre la entrada y la salida de la misma. Esta red permite establecer regiones de decisión mucho más complejas que las de dos semiplanos, como hacia el Perceptron de un solo nivel.


[image: image5]
Las capacidades del Perceptron con dos, tres y cuatro niveles o capas y con una única neurona en le nivel de salida, se muestra en la figura 4.6. en la segunda columna se muestra el tipo de región de decisión que se puede formar con cada una de las configuraciones. En la siguiente columna se indica el tipo de región de decisión que se formaría para el problema de la XOR. En las dos últimas columnas se muestran las regiones formadas para resolver el problema de clases con regiones mezcladas y las formas de regiones más generales para cada uno de los casos. 

El Perceptron básico de dos capas la de entrada con neuronas lineales y la de salida con función de activación de tipo escalón) sólo puede establecer dos regiones separadas por una frontera lineal en el espacio de patrones de entrada. Un Perceptron con tres niveles de neuronas puede formar cualquier región convexa en este espacio. Las regiones convexas se forman mediante la intersección entre las regiones formadas por cada neurona de la segunda capa. Cada uno de estos elementos se comporta como un Perceptron simple activándose su salida para los patones de un lado del hiperplano. Si el valor de los pesos de las conexiones entre las N neuronas de la segunda capa y una neurona del nivel de salida son todos I y el umbral de la de salida es (N  - a) donde 0 < a < 1, entonces la salida de la red se activará sólo si las salidas de todos los nodos de la segunda capa están activos sólo si las salidas de todos los modos de la segunda capa están activos. Esto equivale a ejecutar la operación lógica AND en el modo de salida, resultando una región división intersección de todos los semiplanos formados en el nivel anterior. La región de decisión resultante de la intersección serán regiones convexas con un número de lados a lo sumo igual al número de neuronas de la segunda capa.

Este análisis nos introduce en el problema de la selección del número de neuronas ocultas de un Perceptron de tres capas. En general, este numero deberá ser lo suficientemente grande como para que se forme una región lo suficientemente compleja para la resolución del problema. Sin embargo. tampoco es conveniente que el número de nodos sea tan grande que la estimación de los pesos no sea fiable para el conjunto de patrones de entrada disponibles. 

Un Perceptron con cuatro capas puede formar regiones de decisión arbitrariamente complejas. El proceso de separación en clases que se lleva a cabo Consiste en la partición de la región deseada en pequeños hipercubos (cuadrados para dos entradas de la red. Cada hipercubo requiere 2N neuronas en la segunda capa (siendo N el número de entradas a la red), una por cada lado del hipercubo. y otra en la 3’ capa. que lleva a cabo el AND lógico de las salidas de los nodos del nivel anterior. Las salidas de los nudos de este tercer nivel se activarán sólo para las entradas de cada hipercubo. Los hipercubos se asignan a la región de decisión adecuada mediante la conexión de la salida de cada nodo del tercer nivel sólo con la neurona de salida (cuarta capa) correspondiente a

la región de decisión en la que está comprendido el hipercubo. llevándose a cabo una operación lógica OR en cada nodo de salida. La operación lógica OR se llevará a cabo sólo si el valor de los pesos de las conexiones de los nodos del tercer nivel vale uno, y además el valor de los umbrales de los nodos de salida es 0.5. Este procedimiento se puede generalizar de manera que la forma de las regiones convexas sea arbitraria, en lugar de hipercubos. 

En análisis anterior demuestra que no se requieren más de cuatro capas en una red de tipo Perceptron, pues, como se ha visto una red con cuatro niveles, puede generar regiones de decisión arbitrariamente compleja. Sólo en ciertos problemas se puede simplificar el aprendizaje mediante el aumento del número de neuronas ocultas. Sin embargo la tendencia  es el aumento de la extensión de la función de activación, en lugar del aumento de la complejidad de la red. Esto de nuevo nos lleva al problema del número de neuronas que debemos seleccionar para Perceptron con cuatro capas.

El número de nodos de la 3° capa (N   ) debe ser mayor que uno cuando las regiones de decisión están desconectadas o endentadas  y no se pueden formar con una región convexa. Este número, en el peor de los casos, es igual al número de regiones desconectadas en las distribuciones de entrada. El número de neuronas en lar capa (N,) normalmente debe ser suficiente para proveer tres o más ángulos por cada área convexa generada por cada neurona de la 3° capa. Así, deberá de haber más de tres veces el número de neuronas de la 3° capa (N.>3N). En la práctica, un número de neuronas excesivo en cualquier capa puede generar ruido. Por Otro lado, si existe un número d neuronas redundantes se obtiene mayor tolerancia a fallos.

3. LAS REDES ADALINE Y MADALINE

Las redes ADALINE (Adaptive Linear Elernent) y MADALINE (Múltiple ADALINE) fueron desarrolladas por Bernie Widrow [Widrosv 60] en la Universidad de Stanford poco después de que Rosenblatt desarrollara el Perceptron. Las arquitecturas de ADALINE > MADALINE son esencialmente las mismas que las del Perceptron. Ambas estructuras usan neuronas con funciones de transferencia escalón. La red ADALINE está limitada a una única neurona de salida, mientras que MADALINE puede tener varias. La diferencia fundamental respecto al Perceptron se refiere al mecanismo de aprendizaje.? ADALINE y MADALINE utilizan la denominada regla Delta de Hidrow – Hoff o regla del mínimo error cuadrado medio (LMS). basada en la búsqueda del  mínimo de una expresión del error entre la salida deseada y la salida lineal; obtenida antes de aplicarle la función de activación escalón (frente a la salida binaria  utilizada en el caso del Perceptron). Debido a esta nueva forma de evaluar el error, estas redes pueden procesar información analógica. tanto de entrada como de salida, utilizando una función de activación lineal o sigmoidal

En cuanto a la estructura de la red ADALINE. que es casi idéntica a la del Perceptron elemental, sus autores la consideran formada por un elemento denominado combinador adaptativo lineal (ALC), que obtiene una salida lineal (s) que puede ser aplicada a otro elemento de conmutación bipolar, de forma que si la salida del ALC es positiva, la salida de la red ADALINE es +1: si la salida del ALC es negativa, entonces la salida de la red ADALINE es —l (Figura 4.7.). 

[image: image6.jpg]
El ALC realiza el cálculo de la suma ponderada de las entradas
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Como en el caso del Perceptron. el umbral de la función de transferencia se presenta a través de una conexión flicticia de peso     Si tenemos en cuenta que para esta entrada se toma el valor de x = 1. se puede escribir la anterior ecuación de la forma: 
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Esta es la salida lineal que genera el ALC. La salida binar’ correspondiente de la red ADALINE es. por tanto:
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La red ADALINE se puede utilizar para generar una salida analógica utilizando un conmutador sigmoidal, en lugar de binario; en tal caso, la salida y se obtendrá aplicando una función de tipo sigmoidal, como la tangente hiperbólica (        ) o la exponencial (        )

3.1. APRENDIZAJE DE LA RED ADALINE 

Las redes ADALINE y MADALINE utilizan un aprendizaje 0FF LINE con supervisión denominado LMS (Least Mean Squared) o regla del mínimo error cuadrado medio. También se conoce como regla delta porque trata de minimizar una delta o diferencia entre el valor observado y el deseado en la salida de la red: como ocurre con el Perceptron sólo que ahora la salida considerada es el valor presto a la aplicación de la función de acusación de la neurona o. si se prefiere, la salida obtenida al aplicar una función de activación lineal. 

La regla de aprendizaje de mínimos cuadrados (Least Mean Square) es un método para hallar el vector de pesos W deseado, el cuál deberá ser único y asociar con éxito cada vector del conjunto de vectores o patrones de entrada (X  X   X ....  X)  con su Correspondiente valor de salida correcto ( o deseado d k = 1 .... L Nótese que el problema de hallar un conjunto de pesos W que para un único vector de entrada X de lugar a un valor de salida correcto resulta sencillo, lo que no ocurre cuando se dispone de un conjunto de vectores de entrada, cada uno con su propio valor de salida asociado. El entrenamiento de la red consiste en adaptar los pesos a medidas que se vayan  presentado las patrones de entrenamiento y salidas deseadas para cada uno de ellos. Para cada combinación entrada – salida se realiza un proceso automático de pequeños ajustes en los valores de los pesos hasta que se obtienen las salidas correctas.

La primera cuestión que debemos resolver es la de definir qué significa obtener el mejor vector de pesos obtenido a partir unas parejas de valores ejemplo (X d) de forma que, una vez encontrado, desearemos que el aplicar todos los vectores de entrada se obtenga como resultado el valor de salida correcto. Como vimos en apartados anteriores, se trata de eliminar o por lo menos minimizar la diferencia entre salida deseada y salida real para todos los vectores de entrada.

Concretamente, la regla de aprendizaje LMS mínima el error cuadrado medio definido como:
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Donde L es el número de vectores de entrada (patrones) que forman el conjunto de entrenamiento y   la diferencia entre la salida deseada y la obtenida cuando se introduce el patrón    ésimo, que en el caos de la red ADALINE, se expresa como    =       siendo s la salida del ALC  es decir.
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La función de error es una función matemática defienda en el espacio de pesos multidimensional para un conjunto de patrones dados. Es una superficie que tendrá muchos mínimos (global y locales) y la regla de aprendizaje va a buscar el punto en le espacio de pesos donde se encuentra el mínimo global de esta superficie. Aunque la superficie de error es desconocida, el método de gradiente decreciente consigue obtener información local de dicha superficie a través del gradiente. Con esta información se decide que dirección tomar para llegar hasta el mínimo global de dicha superficie.

Basándose en el método del gradiente decreciente, se obtiene una regla (regla delta o regla LMS) para modificar los pesos de tal manera que hallamos un nuevo punto en le espacio de pesos más próximos al punto mínimo. Es decir las modificaciones en los pesos son proporcionales al gradiente decreciente de la función error    =   
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 . por tanto, se deriva la función error con respecto los pesos para ver cómo varía el error con el cambio de los pesos.

Aplicamos la regla de la cadena para el cálculo de dicha derivada:
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Se calcula la primera derivada
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Por tanto, queda:
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Teniendo en cuenta que s es la salida lineal:
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Calculamos la segunda derivada de la expresión de 
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Así pues, el valor del gradiente del error producido por un patrón dado (k)
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Las modificaciones en los pesos son proporcionales al gradiente descendente de la función error
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Siendo   la constante de proporcionalidad o tasa de aprendizaje.

En notación matricial, quedaría:
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Estas expresión representa la modificación de pesos obtenida al aplicar el algoritmo LMS y es parecida a la obtenida anteriormente para el caso del Perceptron   es el parámetro que determina la estabilidad y la velocidad de convergencia del vector de pesos hacia el valor de error mínimo. Los cambios en dicho vector deben hacerse relativamente pequeños en cada iteración, sino podría ocurrir que no se encuentra se nunca un mínimo, o se encontrase sólo por accidente, en lugar de ser el resultado de una convergencia sostenida hacia él.

La diferencia entre esta expresión y la del Perceptron está el en valor del error    , que en el caso del Perceptron se refería a la diferencia entre el valor deseado y la salida binaria, y no la salida lineal s, de la red ADALINE, en la figura 4.8. se representa gráficamente el mecanismo de aprendizaje de ambas redes.

Aunque a simple vista no parece que exista gran diferencia entre ambos tipos de mecanismos de aprendizaje, el caso de la red ADALINE mejora al del Perceptron, ya que va a ser más sencillo alcanzar el mínimo de error, facilitando la convergencia del proceso de entrenamiento. Esto se demuestra a través de la forma de función de error cuadrado medio           que en le caso de calcularse a partir de la salida lineal      tiene una forma semejante a la indicada en la figura 4.9. mientras que en el caso de utilizar la salida binaria (Perceptron) existe una gran cantidad de mínimos locales (Fig. 4.9 (b)
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Existe una situación intermedia que consistiría en utilizar lo que se conoce como salida sigmoidal, en lugar de la salida lineal de ADALINE o la binaria del Perceptron. En tal caso, la función de activación sería de tipo sigmoidal (Figura 4.10 (a)) y la superficie de error tendrá la forma indicada en la figura 4.10 (b), con un gran mínimo global (como en le caso de ADALINE) y varios mínimos locales (aunque en menor medida que el Perceptron).
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La aplicación del proceso iterativo de aprendizaje (algoritmo de aprendizaje de una red ADALINE) consta de los siguientes pasos:

1. Se aplica un vector o patrón de entrada X   en las entradas del ADALINE

2. Se obtiene la salida linea

Diferencia con respecto a la deseada

3. Se actualizan los pesos

4. Se repiten los pasos del 1 al 3 con todos los vectores de entrada (L)

5. Si el error cuadrado medio:

Es un valor reducido aceptable, termina el proceso de aprendizaje; sino, se repite otra vez desde el paso 1 con todos los patrones

Cuando se utiliza una red ADALINE para resolver un problema concreto, es necesario determinar una serie de aspectos prácticos. como el número de vectores de entrenamiento necesarios, hallar ¡a forma de generar la salida deseada para cada vector de entrenamiento, o la dimensión óptima del vector de pesos, o cuáles deberían ser los valores iniciales de los pesos, así como si es necesario o no un valor umbral O, o cuál debe ser el valor de a, o cuándo se debe finalizar el entrenamiento, etc. En general. la solución de estas Cuestiones depende del problema concreto que se pretenda resolver, por lo que no se pueden dar respuestas genéricas concretas. 

Respecto al número de componentes del vector de pesos, si el número de entradas está bien definido, entonces habrá un peso por cada entrada. con la opción de añadir o no un peso para la entrada del umbral. Incluir este término puede ayudar a la convergencia de los pesos proporcionando un grado de libertad adicional. 

La solución es diferente cuando sólo se dispone de una señal de entrada. En estos casos, la aplicación más común es el filtro adoptativo para. por ejemplo, eliminar el ruido de la señal de entrada. la cual se muestrea en varios instantes de tiempo. de forma que cada muestra representa un grado de libertad que se utiliza para ajustar la señal de entrada a la salida deseada (Fig. 4.11). La idea consiste en utilizar el menor número de muestras (así obtenemos una convergencia más rápida siempre que se obtengan resultados satisfactorios. 

La dimensión del vector de pesos tiene una influencia directa en el tiempo necesario de entrenamiento (sobre todo cuando se realiza una simulación por ordenador). por lo que generalmente se debe tomar un Compromiso entre este aspecto y la aceptabilidad de la solución (normalmente se mejora el error aumentando el número de pesos). 

El valor del parámetro a tiene una gran influencia sobre el entrenamiento. Si a es demasiado grande, la convergencia es posible que no se produzca. debido a que se darán saltos en torno al mínimo sin alcanzarlo. Si   es demasiado pequeño. alcanzaremos la convergencia. pero a costa de una etapa de aprendizaje más larga.

En cuanto al momento en el que debemos detener el entrenamiento. este depende sobre todo de los requisitos de salida del sistema: se detiene el entrenamiento cuando el error observado es menor que el valor admisible en la señal de salida de forma sostenida. Se suele tomar el error cuadrático medio como la magnitud que determina el instante en el que un sistema ha convergido.

3.2. APLICACIONES DE A RED ADALINE 

Sin duda, la principal aplicación de las redes ADALINE está en el campo del procesamiento de señales, en concreto, como ya se ha comentado, para el diseño realización de filtros que eliminen el ruido en señales portadoras de iinformación. Como filtros adaptativos, se han utilizado redes tipo ADALINE en numerosas aplicaciones. Destaca su uso como filtros de ecualización adaptativos en modems de alta velocidad y canceladores adaptativos del eco para el filtrado de señales en comunicación telefónicas de larga distancia y comunicaciones vía satélite. También se han utilizado para la eliminación de ruido y predicción de la señal: por ejemplo  cancelación del ruido materno de las grabaciones electrocardiográficas ECG del latido del corazón del feto humano (Figura 4.12 y 4.13)
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Una de las aplicaciones de redes neuronales que más pronto se pudo implantar en el campo industrial fue el ADALINE para la eliminación de ecos en circuitos telefóncos. Este fenómeno es especialmente apreciable en comunicaiones a larga distancia, y se elimina utilizando 

circuitos no siempr es el idóneo, por lo que se produce un eco que aunque esté atenuado, puede ser audible y, por tanto, perturba la comunicación. Concretamente, de forma simplificada, la red neuronal se utiliza para implementar un filtro adaptativo que pueda reproducir y compersar las pérdidas que se producen en el circuito hibrido. Como dicho filtro posee una sola entrada, se configura como filtro transversal, el cual según sugieren Widrow y Stearns (Widrow 8.5) puede muestrear la señal de entrada a 8 khs y utilizar 128 valores de pesos.

Por otro lado, los filtros adaptativos tambiéns e pueden utilizar para predecir el valor futuro de una señala a partir su valor actual basandose en un aprendizaje en el que se emplea como entrada el valor retardado de la señal actual (la señal en algún momento anterior), y como salida esperada, el valor actual de la señal. El filtro intentará minimizar el error entre su salida y la señal actual, basándose en una entrada que es el valor de la señal en algún instante anterior. Una vez que el filtro predie correctametne la señal actual, basándose en la señal anterior, se puede utilizar directametne la actual comoentrada sin el retardo. El filtro realizará una predicción del valor futuro de la señal. Otro ejemplo es el del filtro adaptativo utilizado para modelar las respuestas de un sistema basándose en las señales de entradas. En este caso, las entradas del filtro son las mismas que las del sistema, ajustando los pesos durante elaprendizaje en función de la diferencia entre su salida y la salida del sistema (Fig. 4.14)

Esta configuración tiene muchas aplicaciones como sistema adaptativo de control. Si el sistema representa a un operador humano, este dispositivo podría servir como dispositivo inteligente de control automátizado.

3.3. LA RED MADALINE 

Con una idea semejante a la que se expuso del Perceptron multinivel respecto del elemental compuesto por una sola neurona, surge la red MADALINE (Multiple ADALINE) como una combinación de módulos ADALINE básicos en una estructura de capas que supera algunas de las limitaciones de la red ADALINE original (Fig. 4.15)

[image: image29.jpg]
El entrenamiento de estas redes no puede ser el mismo que el de la red ADALINE, el algoritmo LMS pdría aplicarse a la capa de salida, puesto que conocemos el vector de salida deseado para cada una de las tramas de entrada de entrenamiento. Sin embargo, lo que se deseconoce es la salida deseada para los nodos de cada una de las capas ocultas. Además, el algoritmo LMS funciona para las salidas lineales (analógicas) del combinador adaptativo y no para las digitales de ADALINE, la forma de aplicar las ideas del algoritmo LMS para entrenar una estuctura tipo MADALINE pasa por sitituir la función de salida por una función continua derivable (la función umbral es discontinua en 0 y por tanto, no derivable en este punto) que estudiaremos en los apartados siguientes.

Existe otro método, conocido como regla II de MADALINE (MRII) parecido a un procedimiento de acierto y error con una inteligencia adicional basada en un principio de mínima perturbación (Widrow 88). El entrenamiento equivale a hacer una reducción del número de neuronas de salida incorrectos para cada una de las tramas de entrenamiento que se den como entrada (nótese que la salida de la red es una serie de unidades bipolares). Este método se puede aplicar mediante el siguiente algoritmo (Freeman 91):

1. Se aplica un vector a las entradas de MADALINE y se hace que se propague hasta las unidades de salida

2. Se cuenta el número de valores incorrectos que hay en la capa de salida, denominándose error a dicho número

3. Para las unidades de la capa de salida:

· Se selecciona la primera neurona que no hay sido seleccionada antes y cuya salida lineal esté más próxima a cero. Ésta es la neurona que puede cambiar su salida binaria con el menor cambio de sus pesos, y según el principio de mínima perturbación, debe tener prioridad en el proceso de aprendizaje.

· Se cambian  los pesos de la neurona seleccionada de tal modo que cambie su salida binaria

· Se hace que se propague el vector de entrada hacia delante, partiendo de las entradas y en dirección a las salidas, una vez más

· Se admite el cambio de pesos si ha dado lugar a una reducción del error, en caso contrario, se restauran los pesos originales

4. Se repite el paso 3 para todas las capas, salvo de la salida

5. Para todas la unidades de la capa de salida:

· Se selecciona el par de neuronas que no hayan sido seleccionadas anteriormente y cuyas salidas lineales estén más próximas a cero.

· Se aplica una corrección de pesos a ambas neuronas para modificar el valor de su salida

· Se hace que se propague hacia delante el vector de entradas desde las entradas hasta las salidas

· Se admite el cambio de pesos si ha dado lugar a una reducción del error; en caso contrario, se restauran los pesos originales

6. Se repite el paso 5 para todas las capas, salvo de la entrada

Los pasos 5 y 6 se pueden repetir con grupos de tres, cuatro o mayor número de neuronas hasta obtener resultados satisfactorios. Se considera que las parejas son apropiadas para redes que tengan un máximo de 25 neuronas por capa, aproximadamente.

4. LA RED BACKPROPAGATION

En 1986 Rumelhart, Hinton y Williams (Rummelhart 86), basándose en los trabajos de otros investigadores (Webos 74) (Parker 82) formalizaron un método para que una red neuronal aprendiera la asociación que existe entre los patrones de entrada ala misma y las clases correspondientes, utilizando más niveles de neuronas que los que utilizó Rosenblatt para desarrollar el Perceptron. Este método, conocido en general como backpropagation (propagación del error hacia atrás), está basado en la generalización de la regla delta y a pesar de sus propias limitaciones, ha ampliado de forma considerable el rango de aplicación de las redes neuronales.

El algoritmo de propagación  hacia atrás, o retropropagación, es una regla de aprendizaje que se puede aplicar en modelos de redes con más de dos capas de células. Una caractrísticas importante de este algoritmo es la representación interna del conocimiento que es capaz de organizar en la capa intermedia de las células para conseguir cualquier correspondencia entre la entras y la salida de la red. Ya se ha mostrado en este capítulo que en muchos casos, como la resolución del problema de la OR exclusiva, es imposible encontrar los pesos adecuados para establecer la correspondencia entre la entrada y la salida mediante una red sin capas intermedias. Con una capa de neuronas ocultas, si es posible establecer dicha correspondencia.

De forma simplificada el funcionamiento de una red backpropagation (backpropagation net BPN) consite en un aprendizaje de un conjunto predefinido de pares de entradas – salidas dados como ejemplo, empleando un ciclo propagation – adaptación de dos fases: primero se aplica un patrón de entrada como estímulo para la primera capa de las neuronas de la red, se va propagando a través de todas las capas superiores hasta generar una salida, se compara el resultado obtenido en las neuronas de salida con la salida que se desea obtener y se calcula un valor de error para cada neurona de salida. A continuación estos errores se transmiten hacia atrás, partiendo de la capa de salida, hacia todas las neuronas de la capa intermedia que contribuyan directamente a la salida, recibiendo el porcentaje de error aproximado a la participación de la neurona intermedia en la salida origina!. Este proceso se repite. capa por capa, hasta que todas las neuronas de la red hayan recibido un error que describa su aportación relativa al error total. Basándose en el valor del error recibido, se  reajustan los pesos de conexión de cada neurona, de manera que en la siguiente vez que se presente el mismo patrón, la salida esté más cercana a la deseada es decir, el error disminuya. 

La importancia de la red backpropagation consiste en su capacidad de auto adaptar los pesos de las neuronas de las capas intermedias para aprender la relación que existe entre un conjunto de patrones dados como ejemplo y sus salidas correspondientes. Para poder aplicar esa misma relación, después del entrenamiento, a nuevos vectores de entrada con ruido o incompletas, dando una salida activa si la nueva entrada es parecida a las presentadas durante el aprendizaje. Esta característica importante, que se exige a los sistemas de aprendizaje. es la capacidad de generalización. entendida como la facilidad de dar salidas satisfactorias a entradas que el sistema no ha visto nunca en su fase de entrenamiento. La red debe encontrar una representación interna que le permita generar las salidas deseadas cuando se le dan las entradas de entrenamiento, y que pueda aplicar, además, a entradas no presentadas durante la etapa de aprendizaje para clasificarlas según las características que compartan con los ejemplos de entrenamiento. 

4.1. LA REGLA DELTA GENERALIZADA

La regla propuesta por Widrow en 1960 (regla delta) ha sido extendida a redes con capas intermedias (regla delta generalizada) con conexiones hacia adelante (feedforward) y cuyas células tienen funciones de activación continuas (lineales o sigmoidales). dando lugar al algoritmo de retropropagación (backpropagorion). Estas funciones continuas son no decrecientes y derivables. La función sigmoidal pertenece a este tipo de funciones, a diferencia de la función escalón que se utiliza en el Perceptron, ya que esta última no es derivable en el punto en el que se encuentra la discontinuidad. 

Este algoritmo utiliza también una función o superficie de error asociada a la red, buscando el estado estable de mínima energía o de mínimo error a través del camino descendente de la superficie del error. Por ello, realimenta el error del sistema para realizar la modificación de los pesos en un valor proporcional al gradiente decreciente de dicha función de error. 

4.1.1. FUNCIONAMIENTO DEL ALGORITMO 

El método que sigue la regla delta generalizada para ajustar los pesos es exactamente el mismo que el de la regla delta utilizada en el Perceptron y ADALINE; es decir, los pesos se actualizan de forma proporcional a la delta, o diferencia entre la salida deseada y la obtenida (   = sal. deseada - sal Obtenida ). 

Dada una neurona (unidad U) y  la salida que produce, y (Fig. 4.16)  el cambio que se produce en el peso de la conexión que une la salida de dicha neurona con la unidad U (w) para un patrón de aprendizaje p determinado es:
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En donde el subíndice p se refiere al patrón de aprendizaje concreto y     es la constante o tasa de aprendizaje. 

El punto en el que difieren la regla delta generalizada de la regla delta es en el valor concreto de    Por otro lado, en las redes multinivel, a diferencia de las redes sin neuronas ocultas, en principio no se puede conocer la salida deseada de las neuronas de las capas ocultas para poder determinar los pesos en función del error cometido. Sin embargo. inicialmente sí podemos conocer la salida deseada de las neuronas de salida. Según esto, si consideramos la unidad U, de salida (Fig. 4.16) entonces definimos:


[image: image31.wmf])

´(

).

(

j

pj

pj

pi

net

f

y

d

-

=

d


donde d    es la salida deseada de la neurona j para elpatrón p y net, es la entrada neta que recibe la neurona.

Esta fórmula es como la de la regla delta, excepto en lo que se refiere a la derivada de la función de transferencia. Este término representa la modificación que hay que realizar en la entrada que recibe la neurona. En el caso de que dicha neurona no sea de salida, el error que se produce estará en función del error que se corneta en las neuronas que reciban como entrada la salida de dicha neurona. Esto es lo que se denomina procedimiento de propagación del error hacia atrás. 

Según esto, en el caso de que U, no sea una neurona de salida (ver Figura 4.17). el error que se produce está en función del error que se comete en las neuronas que reciben como entrada la salida de 
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donde el rango de k cubre todas aquellas neuronas a las que está conectada la salida d (. De esta forma, el error que se produce en una neurona oculta es la suma de los errores que se producen en las neuronas a las que está conectada la salida de ésta, multiplicando cada uno ,le ellos por el peso de la conexión

4.1.2. ADICIÓN DE UN MOMENTO EN LA REGLA DELTA GENERALIZADA 

El método de retropropagación del error, también conocido Como del gradiente descendente; requiere un importante número de cálculos para lograr el ajuste de los pesos de la red. En la implementación del algoritmo, se toma una amplitud de paso que viene dada por la tasa de aprendizaje . A mayor tasa de aprendizaje, mayor es la modificación de los pesos en cada iteración, con o que el aprendizaje será más rápido, pero, por otro lado, puede dar lugar a oscilaciones. Rumelhari, Hinton y Williams (1986) [Rumelhart 861 sugirieron que para filtrar estas oscilaciones se añada en la expresión del incremento de los pesos un término (momento), , de manera que dicha expresión quede: 
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Donde   es una constante (momento) que determina el efecto en 1+1 del cambio de los pesos en el instante t. 

Con este momento se consigue la convergencia de la red en menor número de iteraciones, ya que si en t el incremente de un peso era positivo y en t + 1 también, entonces el descenso por la superficie de error en t + 1 es negativo, el paso que se da en t + 1 es más pequeño, lo cual es adecuado, ya que eso significa que se ha pasado por un mínimo y que los pasos deben ser menores para poder alcanzarlo

Resumiendo el algoritmo backpropagation queda finalmente:
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Donde:
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  no es una neurona de salida.
4.2. ESTRUCTURA Y APRENDIZAJE DE LA RED BACKPROPAGATION 

En una red hockproagariuit existe una capa de entrada con u neuronas y una capa de salida con ,n neuronas y al menos una capa oculta de neuronas internas. Cada neurona de una capa (excepto las de entrada recibe entradas de todas las neuronas de la capa anterior y envía su salida a todas las neuronas de la capa posterior (excepto las de salida). No hay conexiones hacia atrás feedback ni laterales entre neuronas de la misma capa. 

Como se comentó anteriormente, la aplicación del algoritmo backpropaganoii tiene dos fases, una hacia adelante y otra hacia atrás. Durante la primera fase el patrón de entrada es presentado a la red y propagado a través de las capas hasta llegar a la capa de salida. Obtenidos los valores de salida de la red, - se inicia la segunda fase. comparándose estos valores con la salida esperada para obtener el error. Se ajustan los pesos de la última capa proporcionalmente al error. Se pasa a la capa anterior con una retropropagación del error (backp ropagtiion), ajustando convenientemente los pesos y continuando con este proceso — hasta llegar a la primera capa. De esta manera se han modificado los pesos de  la conexiones de la red para cada ejemplo o patrón de aprendizaje del problema, del que conocíamos su valor de entrada y la salida deseada que debería generar la red ante dicho patrón.


[image: image41]
A diferencia de la regla delta en el caso del Perceptron, la técnica backpropagation o generalización de la regla delta, requiere el uso de neuronas cuya función de activación sea continua, y por tanto, diferencialbe. Generalmente, la función utilizada será del tipo sigmoidal (Fig. 4.19)

[image: image42.jpg]
A continuación se presentan, a modo de síntesis, los pasos y fórmula a utilizar para aplicar el algoritmo de entrenamiento, cuya demostración se realizará en el apartado 4.4.4.

Paso 1

Inicializar los pesos de la red con valores pequeños alcatorios

Paso 2

Presentar un patron de entrada X: x, x, ......x    y especificar la salida deseada que debe generar la red: d,  d .... d (si la red se utiliza como un clasificador, todas las salidas deseadas serán cero, salvo una, que será la de la clase a la que pertenece el patrón de entrada)

Paso 3

Calcular la salida actual de la red, para ello presentamos las entradas a la red y vamos calculando la salida que presenta cada capa hasta llegar a la capa de salida ésta será al salida de la red y   y .... y. Los pasos son los siguientes:

· Se calculan las entradas netas para las neuronas ocultas procedentes de las neuronas de entrada

Para una neurona j oculta:
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en donde el indice h se refire a magnitudes de la capa oculta (hidden) el subíndice p al pésimo vector de entranamiento y j a la j ésima neurona oculta. El término 0 puede ser opcional, pues actúa como una entrada más

· Se calculan las salidas de las neuronas ocultas:
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· Se realizan los mismos cálculos para obtener las salidas de las neuronas de salida (capa : output)
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Paso4

Calcular los términos de error para todas la neuronas

Si la neurona k es una neurona de la capa de salida, el valor de la delta es:
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La función f como se cito anteriormente, debe cumplir el requisito de ser derivable, lo que implica la imposibilidad de utilizar una función escalón. En donde observamos que el error en las capa. ocultas depende de todos los términos de error de la capa de salida. (
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)y la función sigmoidal representada en la figura 4.19 y definida por la expresión:
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La selección de la función de salida depende de la forma en que se decida representar los datos de salida: si se desea que las neuronas de salida sean binarias, se utiliza la funciónsigmoidal, puesto que esta función es casi biestable y, además, derivable. En otros caso es tan aplicable una función como otra.

Para la función linea, tenemos 
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  , mientras que la derivada de una función f sigmoidal es:
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por lo que los términos de error para las neuronas de salida quedan:
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Para la salida lineal, y
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Para la salida sigmoidal

Si la neurona j no es de salida, entonces la derivada parcial del error no puede ser evaluada directamente. Por tanto, se obtiene el desarrollo a partir de valores que son conocidos y otros que pueden ser evaluados.

La expresión obtenida en este caso es:
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Donde observamos que el error en las capas ocultas depende de todos los términos de error de la capa de salida. De aquí urge el término de propagación hacia atrás. En particular, para la función sigmoidal:

donde k ese refiere a todas las neuronas dela capa superior a la de la neurona j. Así, el error que se produce en una neurona oculta es proporcional a la suma de los errores conocidos que se producen en las neuronas a las que está conectada la salida de ésta, multiplicado cada uno de ellos por el peso de la conexión. Los umbrales internos de las neuronas se adaptan de forma similar, considerando que están conectados con pesos desde entradas auxiliares de valor constante.

Paso 5

Actualización de los pesos

Para ello, utilizamos el algoritmo recursivo, comenzando por las neuronas de salida y trabajando hacia atrás hasta llegar a la capa de entrada, ajustando los pesos de la forma siguiente:

Para los pesos de las neuronas de la capa de salida:
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 Y para los pesos de las neuronas de la capa oculta:
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En ambos casos para acelerar el proceso de aprendizaje, se puede añadir un término momento (apartado 4.4.12) de valor (              )e en el caso de la neurona de salida y                     cuando se trata de una neurona oculta.

Paso 6

El proceso se repite hasta que el término de error
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Resulta aceptablemente pequeño para cada uno de los patrones aprendizajes.

4.3. CONSIDERACIONES SOBRE EL ALGORITMO DE APRENDIZAJE

El algoritmo de backpropagation  encuentra un valor mínimo de error (local o global) mediante la aplicación de pasos descendentes (gradiente descendente). Cada punto de la superficie de la función de error corresponde a un conjunto de valores de los pesos de la red. Con el gradiente descendente. siempre que se realiza un cambio en todos los pesos de la red, se asegura el descenso por la superficie del error hasta encontrar el valle más cercano, lo que puede hacer que el proceso de aprendizaje se detenga en un mínimo local de error. 

Por tanto, uno de los problemas que presenta este algoritmo de entrenamiento de redes multicapas es que busca minimizar la función de error, pudiendo caer en un mínimo local o en algún punto estacionario, con lo cual no se llega a encontrar el mínimo global de la función del error. Sin embargo, ha d tenerse en cuenta que no tiene porqué alcanzarse el mínimo global en todas las aplicaciones, sino que puede ser suficiente con un error mínimo preestablecido. 

4.3.1. CONTROL DE LA CONVERGENCIA 

En las técnicas de gradiente decreciente es conveniente avanzar por superficie de error con incrementos pequeños de los pesos. Esto se debe a que tenemos una información local de la superficie y no se sabe lo lejos o lo cerca que está del punto mínimo. Con incrementos grandes se corre el riesgo de pasar por encima del punto mínimo sin conseguir estacionarse en él. Con. incrementos pequeños aunque se tarde más en llegar se evita que ocurra esto. 

El elegir un incremento paso adecuado influye en la velocidad con la que converge el algoritmo. Esta velocidad se controla a través de la  constante de proporcionalidad o tasa de aprendizaje    . normalmente el debe ser un número pequeño (del orden de 0.05 a 0.25), para asegurar que la red llegue a asentarse en una solución. Un valor pequeño de    significa que la red tendrá que hacer un gran número de iteraciones. Si esa constante es muy grande, los cambios de pesos son muy grandes, avanzando muy rápidamente por la superficie de error, con el riesgo de saltar el mínimo y estar oscilando alrededor de él, pero sin poder alcanzar.

Lo habitual es aumentar el valor de   a medida que disminuye el error de la red durante la fase de aprendizaje. Así, aceleramos la convergencia, aunque sin llegar nunca a valores de   demasiado grandes, que hicieran que la red oscilase alejándose demasiado del valor mínimo. Otra forma de incrementar la velocidad de convergencia consiste en añadir, con  ha comentado en apartados anteriores, un termino momento consistente en sumar una fracción del anterior cambio cuando se calcula el valor del cambio de peso actual. Este término adicional tiende a mantener los cambios de peso en la misma dirección.

Un último aspecto a tener en cuenta es la posiblidad de convergencia hacia alguno de los mínimos locales que pueden existir en la superficie de error del espacio de pesos (Figura 4.20). En el desarrollo matemático que se ha realizado apra llegar al algoritmo de retropropagación, no e aseura en ningún momento que el mínimo que se encuentre sea global. Una vez que la red se asienta en un mínimo, sea local o global, cesa el aprendizaje, aunque el error siga siendo demasiado alto, si se ha alcanzado un mínimo local. En todo caso, si la solución es admisible desde el punto de vista de error, no importa si el mínimo es local o global o si se ha detenido en algún momento previo a alcanzar un verdadero mínimo.

En la práctica, si una red deja de aprender antes de llegar a una solución aceptable, se realiza un cambio en el número de neuronas ocultas o en los parámetros de aprendizaje o simplemente se vuelve a empezar con un conjunto distinto de pesos originales y se suele resolver el problema.

4.3.2. DIMENSIONAMIENTO DE LA RED NÚMERO DE NEURONAS OCULTAS

No se pueden dar reglas concretas para determinar el número de neuronas  o el número de capas de una rd para resolver un problema concreto. Lo mismo ocurre a la hora de seleccionar el conjunto de vectores de entrenamiento. En todos estos casos, lo único que se puede dar son unas cuentas ideas generales deducidas de la experiencia de numerosos autores (Freeman 91)

Respecto al número de capas de la red, en general tres capas son suficientes (entrada – oculta - salida). Sin embargo, hay veces en que un problema es más fácil de resolver (la red aprende más deprisa) con más de una capa oculta. El tamaño de la capas, tanto de entrada como de salida, suele venir determinado por la naturaleza de la aplicación. En cambio, decidir cuántas neuronas debe tener la capa oculta no suele ser tan evidente.

El número de neuronas ocultas interviene en la eficacia de aprendizaje y de generalización de la red. No hay ninguna regla que indique el número óptimo, en cada problema se debe ensayar con distintos números de neuronas para organizar la representación interna y escoger el mejor. La idea más utilizada, sonbre todo en los sistemas simulados, consiste en tener el menor número psoible de neuronas en la capa oculta, porque cada una de ellas supone un mayor carga de procesamiento en el caso de una simulación software. En un sistema implementado en hardware, este problema no es crucial: sin embargo, si habrá que tener presente el problema de comunicación entre los distintos elementos de proceso.

Es posible eliminar neuronas ocultas si la red convege sin problemas, determinado el número final en función del rendimiento global del sistema. Si la red no converge, es posible que se necesario aumentar este número. Por otro lado, examinando los valores de los pesos de las neuronas ocultas periódicamente en la fase de aprendizaje, se pueden detectar aquellas cuyos pesos cambian muy poco durante el aprendizaje respecto a su valores iniciales y reducir por tanto el número de neuronas que apenas participan en el proceso de aprendizaje.

4.3.3. INICIALIZACIÓN Y CAMBIO DE PESOS

Sería ideal, para una rápida adaptación del sistema, inicialización los pesos con una combinación de valores (W  ) muy cercano al punto de mínimo error buscado. Pero es imposible porque no se conoce a priori dónde está el punto mínimo. Así, se parte de un punto cualquiera del espacio inicializando los pesos con valores pequeños y aleatorios cualesquiera por ejemplo 0.5 al igual que los términos umbral 0 que aparecen en las ecuaciones de entrada neta a cada neurona. Este valor umbral se suele tratar como un peso más que está conectado a una neurona ficticia de salida siempre 1. La utilización de los términos umbral es opcional, pues en caso de utilizarse es tratado exactamente igual que un peso más y participa como tal en el proceso de aprendizaje.

La expresión de la entrada neta a cada neurona se podrá escribir de la forma:

para una neurona de salida (k). Si consideramos

puede escribir la siguiente expresión:

o lo que es lo mismo, se consideramos 0                      podemos tomarla como:

La modificación de los pesos puede realizarse cada vez que un patrón ha sido presentado, o bien después de haber acumulado los cambios de los pesos  en un número de iteraciones. El momento adecuado para cambiar los pesos depende de cada problema concreto.

4.4. DEDUCCIÓN DE LA REGLA BACKPROPAGATION 

En este apartado se muestra la deducción de las expresiones necesaria, para poder utilizar el algoritmo de retropropagación de gradiente obackpropagation. Veamos una breve descripción antes de desarrollar el aleoritmo: En un espacio de N+I dimensiones (donde V es el número de pesos de Li red) se representa una superficie que indica el error que se produce en la red neuronal para un determinado valor de los pesos de la misma Al asignar inicialmente unos determinados  valores para los pesos de la red, el error se sitúa en un punto de la superficie de error. 

La variación de error respecto a cada peso de la red representa el vector de máxima pendiente en un punto determinado de la superficie de error. El cambio que se realiza en cada peso para ajustar la red es proporcional a ese sector en una constante negativa. De esta manera, el algoritmo de retropropagación hace que se vaya bajando por la superficie de error hasta alcanzar un mínimo. Por lo tanto, se determina que el incremento de un peso n de la red en un iteración, al procesar un patrón p   es proporcional al cambio del error e   respecto a ese peso en una constante negativa: es decir. proporcional al gradiente descendente: 

Sea la neurona j:

Cada célula j de la red cambia su salida y, según la ecuación:

donde

siendo w  el peso de la célula i en la célula j, e y la slaida que se produce en la célula i.

En la fase de entrenamiento, se presentan a la red parejas de valores (X     D) para que realice las asociaciones internas necesarias. Donde p representa cada pésimo ejemplos (muestra o patrón) distinto de un mismo problema y se sabe que para una entrada X = (x     ... x) a la red, la salida deseada será D = (d ....d). al recibir la red una entrada X, esta se va a propagar a través de la red, obteniendo en la última  capa una salida Y = (y... y) asociada a la entrada.

Se compara la salida obtenida Y con la salida deseada D calculando el error con la ecuación

siendo k el índice de las células de la última capa

el error total vendrá dado por:

teniendo en cuenta que p es el índice de los ejemplos introducidos y P es el número de ellos.

Como ya adelantábamos, igual que ocurría en la regla LMS de Widrom – Hoff, el incremento a realizar a los pesos es proporcional al gradiente decreciente:

Aplicando la regla de la cadena

donde la derivada del error respecto a Net, indica cómo varía el error al variar la entrada a la neurona j, y la derivada de Net, con respecto a un peso indica cómo varía la entrada a la neurona j al variar el peso de la conexión que va de la neurona i a la neurona j (Fig. 4.06)

El segundo término de la expresión (6) se calcula a partir de la ecuación (2)

Si al primer término de la expresión (6) lo denotamos como:

la ecuación (6) resultante es:

y por la ecuación (5) queda:

donde     es la constante de proporcionalidad

Para calcular el valor de delta, se vuelve a aplicar la regla de la cadena (Firg. 4.23)

El segundo término de la ecuación (11) se obtiene a partir de (1)

Para calcular el primer término, se deben distinguir dos casos:

1) Si j es una célula de la capa de salida:

En este caso, podemos aplicar directamente la ecuación (3), pues j seria igual a k. Por tanto quedaría:

De esta manera, la variación del peso de una conexión que va de una capa de la red a la capa externa se calcula como:

2) Si la neurona j no pertenece a la capa externa:

En este caso, hay que aplicar de nuevo la regla de la cadena:

donde k denota a las neuronas de la capa siguiente a la que pertenece la neurona j (Fig. 4.24)

El desarrollo de la ecuación (15) se realiza utilizando (2)

De esta manera, la variación del peso de una conexión que va de una capa de la red a otra que no sea la externa, se calcula como:

Unicamente queda por definir  la función f y su derivada

Por lo general en las redes tipo multicapa generalizado la función de activación suele ser sigmoidal:

donde x = Net: es decir:

Este tipo de función se caracteriza porque su derivada se puede expresar en función de ella misma:

y por tanto:

En definitiva, para calcular el incremento a realizar en los pesos existentes entre una capa y la siguiente que no sea la capa externa, usamos:

donde        representa la netropropagación del error. Para calcular el incremente a realizar a los pesos existentes entre una capa y la capa siguiente (capa externa), usamos:

donde (     ) es el error que se produce en las neuronas de la capa externa, siendo d   el valor deseado para el patrón p, e y el valor realmente obtenido al procesar el patrón p.

4.5. APLICACIONES DE LAS REDES BACKPROPAGATION 

Actualmente. este tipo de redes se están aplicando sistemáticamente a distintas clases de problemas. por ello es difícil hacer una selección de las aplicaciones más role antes. Esta versatilidad se debe, en gran medida, a la naturaleza general de su proceso de aprendizaje a que. corno se comprobó anteriormente, solamente se necesitan dos ecuaciones para propagar las señales de error hacia atrás. La utilización de una u otra ecuación sólo depende de si la unidad de proceso o no  de salida. 

En este apartado citaremos, en primer lugar. alguno de los campos generales de aplicación más representativos, para posteriormente describir algunas aplicaciones concretas que sirven para ilustrar la diversidad de aplicaciones de la arquitectura de la red backpropagation

· Codificación de información 

La arquitectura de la red tiene un papel fundamental en este tipo de aplicación. La idea principal consiste en que la información de entrada se recupere en la salida a través de un código interno. Si esto se consigue. en la fase de funcionamiento sólo habrá que proporcionar a la red la información codificada, compuesta por los estados de activación de las neuronas ocultas los pesos correspondientes obtenidos durante la etapa de aprendizaje para generar correctamente la salida deseada. 

· Traducción de texto en lenguaje hablado

Aplicación desarrollada por Sejnowski y Rosenberg )Sejnowski 87). En a capa de entrada se codifica convenientemente cada una de las posibles letras, así como el contexto local, que consiste en las tres letras precedentes y posteriores. a través de una ventana que se va moviendo por el texto secuencialmente. En la capa de salida se codifica la información correspondiente a la pronunciación de tina serie de fonemas, más ciertas características que dan idea de sus vecinos. Con un número adecuado de unidades ocultas, la red establece la correspondencia testo-fonemas que permitirá, durante la fase de funcionamiento, generar automáticamente los fonemas correspondientes a un determinado texto. 

· Reconocimiento de lenguaje hablado 

Este es un tipo de aplicación difícil de atacar, por lo que su estudio es de máxima actualidad. La dificultad reside en saber tratar correctamente información temporal. Una de las alternativas que se han propuesto es introducir retardos que muestren explícitamente la existencia de una ventana temporal en la captura de información. Cada unidad oculta se encuentra conectada a cada unidad de la capa de entrada a través de diferentes conexiones. que dan cada una de ellas idea de diferentes retardos. De esta forma se pretende generar respuestas similares a patrones de entrada similares, pero que están desplazados en el tiempo. Para tratar correctamente este problema el algoritmo backpropagation convencional ha de ser modificado correctamente. El error no sólo hay que propagarlo espacialmente por todas las capas. sino temporalmente. lo cual introduce un mayor nivel de complejidad en la resolución del problema 

· Reconocimiento óptico de caracteres (OCR). 

Se trata de una aplicación típica de reconocimiento de patrones. siendo en este caso los caracteres de un texto los patrones que hay que reconocer. Se puede utilizar una red backpropagation para aprender las diferentes formas de los caracteres que se representarán como imágenes compuestos por cierto número de píxeles. generando la red como salida el código. por ejemplo ASCII. correspondiente al carácter de entrada. El objetivo es que la red tenga capacidad para generalizar; es decir, que reconozca formas de caracteres no utilizadas en la fase de aprendizaje, siempre que no difieran excesivamente de los patrones de entrenamiento. También se puede utilizar una segunda red backpropagation como memoria autoasociativa (o diccionario) que aprenda palabras completas y permita depurar posibles errores en el reconocimiento de caracteres aislados llevado a cabo por la primera red. Se han obtenido buenos resultados con caracteres impresos de diferentes tamaños, aunque es motivo de investigación actual su aplicación al ceso de texto manuscrito. 

4.5.1. APLICACIONES EN CARDIOLOGÍA

En este apartado se comentan algunas aplicación médicas existentes de redes neuronales tipo backpropagation en le ámbito de las cardiologías.

Clasificación de señales clectrocardiográficas (ECG) 

En [Bortolan 90] se presentan los resultados de una investigación sobre la posible utilización de redes neuronales en la clasificación de electrocardiogramas con 12 derivaciones, Las señales ECG se obtenían de una base de datos de arritmias creada en la Universidad de Leuven. Las 3.266 señales utilizadas de esta Base de Datos correpondían a 7 tipos diferentes: normales, con hipertrofía ventricular izquierda (LVH). hipertrofia ventricular derecha (RVH). hiperirofia bi-ventricular (BVH), infarto de miocardio anterior (AMI) infarto de miocardio inferior (IMI) e infarto de miorcardio combinado (MIX,. De este conjunto de señales, una parte de ellas (2.446), elegidas de forma aleatoria, se utilizaron para el aprendizaje de la red, y el resto (820) para comprobar posteriormente su funcionamiento, analizando el grado de acierto ante unas señales que no se le habían enseñado. 

En esta experiencia, las red neuronal utilizada no trabajaba directamente con las señales, sino que previamente se realizaba un preprocesamiento de éstas, parametrizando cada señal mediante un conjunto de 39 valores obtenidos por un programa comercial de análisis de ECG; 37 valores se obtienen principalmente de los complejos QRS y de las ondas T (parámetros característicos de la forma de onda de la señal. Ver la Fig. 4.25) en diferentes derivaciones (formas de obtener distintos registros de señal ECG) y se refieren a la amplitud y duración del QRS, eje del QRS. elevación o depresión del segmento ST, área bajo el QRS y bajo las ondas T. A este conjunto de 37 valores estándar se le añadían como 

valores adicionales el sexo y la edad del paciente. Después de obtener los parámetros de las señales, se presentan a la entrada de la red para proceder a su aprendizaje es por ello por lo que la red utilizada tendrá 39 neuronas de entrada. para introducir los 39 valores que representan una señal. 

El número de salidas de la red es de 7. una por tipo de señal que se le va a enseñar. De esta forma, cuando la red esté funcionando y se le presente un nuevo ECG. ya parametrizado. deberá ser capaz de activar la salida correspondiente al tipo de ECG que se trate (Normal. LVI-!. RVH....). La red utilizada en esta aplicación es una red del tipo backpropagarion de 3 capas (Fig. - .27). con el número de neuronas de entrada y salida ya indicado. En cuanto a la capa oculta, los autores indican que probaron con diferentes números de neuronas. obteniendo los mejores resultados con 7 neuronas ocultas. 

En cuanto a los resultados, de las 3266 señales que componían la base de datos, se utilizaron 2.446 en la fase de aprendizaje, y las 820 restantes, para comprobar el funcionamiento de la red. Los resultados al hacer esta comprobación, expresados en porcentaje de aciertos de cada tipo de ECG. estuvieron entre el 87,9%, para el caso de ECG normales. y el 96.1%. para ECG con infarto de miocardio anterior (AMI). 

Detección de taquicardias entriculares y supraventriculares 

Otra experiencia (Dassen 90) consiste en el desarrollo de una red que aprenda a diferenciar entre ECO correspondientes a taquicardias ventriculares (TV) y supraventriculares (TSV). Se trata de una red de 3 capas del tipo backpropagarion, con 4 neuronas de entrada y dos de salida (Fig. 4.28). Las señales ECG que se presentan a la red se parametrizan previamente, obteniendo los valores que son suficientes para poder diferenciar entre ambos tipos de taquicardias; aunque finalmente los autores decidieron utilizar sólo $ de ellos en cada señal: El intervalo R-S mayor de la señal, la presencia de disociación AV y dos parámetros morfológicos referidos a las derivaciones VI y V6 del ECO (los electrocardiogramas disponibles representaban 12 derivaciones). 

Paralelamente a la utilización de la red, los autores también desarrollaron un sistema experto para determinar también el tipo de taquicardia utilizando reglas de clasificación basadas en los valores de los parámetros extraídos de los ECO. En esta investigación se utilizaron 240 electrocardiogramas. En el caso de la red neuronal, 120 fueron usados durante la fase de entrenamiento de la red. probándose posteriormente el funcionamiento de la misma con los restantes 120. 

Los resultados fueron los siguientes: La red determinaba correctamente que una taquicardia era del tipo supraventricular en el 7Ç de los casos, y ventricular, en el 95%. En el caso del sistema experto, los 240 ECO se utilizaban para evaluar su funcionamiento, al no requerirse fase de entrenamiento. Usando las reglas de clasificación, se obtenía unos resultados del 93% para SVT y del 84% para VT. 

Detección de complejos QRS anómalos 

Se trata ésta de una utilización peculiar de una red neurona! [Casaleggio 90]. En este caso, la red no se entrena, como parecería más lógico. para que sea capaz de discriminar entre complejos QRS normales y anómalos (latidos con complejos ventriculares prematuros). informando a su salida del tipo al que pertenece el QRS que se presenta a la entrada. En lugar esto, los autores utilizan la red como memoria asociativa, almacenando en ella los complejos QRS que componen un ECG.

La red utilizada (Fig. 4.29) es de 3  capas de tipo backpropagation con 62 neuronas de entrada, puesto que cada complejo QRS se representa mediante 62 muestras en el dominio del tiempo 1 neurona oculta y 62 neuronjas de salida, para obtener en ellas la señal almacenada que más se parezca a la de entrada.

Debido a que en un ECG la mayoría de los QRS serán normales, en la red se almacenan   complejos muy   parecidos entre si, excepto los anómalos, que serán unos pocos. Durante la fase de funcionamiento al presentarle   un complejo QRS, si éste   es uno de los normales, se reconstruye con poco error a la salida, debido

a que es similar a la mayor parte de los almacenados. Sin embargo. cuando se presenta uno anómalo, en su reconstrucción a la salida se suele cometer un mayor error, lo cual permite, valorando dicho error, decidir que no se trata de un complejo QRS normal. 

Los autores utilizaron señales ECG de la base de datos de arritmias del MIT-BHI. Se analizaron 23022 complejos QRS. de los cuales 275 eran anómalos. con los siguientes resultados: de los 275 se reconocieron como normales 3 o 4. cometiéndose, por tanto, un error de aproximadamente el l’. En cuando a los QRS normales, se reconocieron como anómalos 200 sobre 22747. con un error de aproximadamente el 1% también. Por tanto, de forma global la clasificación de los complejos se realizó correctamente en el 989k de los casos. 

Reconocimiento de formas anormales en señales ECG 

En (Shu 9l) se analiza la implementación de varias arquitecturas de redes neuronales para la detección de segmentos T con elevación o depresión y detección de retardo en las ondas sobre señales ECG estándar con $ derivaciones. En esta aplicación, los autores suponen que la señal ECG que debe ser reconocida ha sido primero extraída de una serie de ondas. Esta onda aislada es también previamente centrada, para que su posición relativa coincida con la de las ondas utilizadas en la fase de aprendizaje de la red. Finalmente, lo que se presenta a la red es un conjunto de 40 muestras de la señal ECG. 

Todos los modelos de red utilizados tienen el mismo número de neuronas de entrada (40. una por muestra d señal el mismo número de neuronas de salida (3. una por cada anomalía que debe ser detectada), siendo variable el número de capas ocultas y la cantidad de neurona’, en estas capas. Se probaron redes con una sola capa oculta con 2.5. 10 y 20 neuronas. También redes con dos capas ocultas con 3-2 y 5-5 (Fig. 4.30) neuronas en estas capas (n . m indica n neuronas en la capa oculta más proxima a la capa de entrada y m neuronas en la más próxima a la capa de salida). Todas estas redes fueron entrenadas con el mismo conjunto de patrones (señales de ECG) de entrada.

Los autores de esta aplicación comentan que se encontraron con grandes problemas durante la etapa de aprendizaje las redes. Problema de no convergencia del proceso de entrenamiento de las redes con una capa oculta debido, en gran medida, a que el conjunto de patrones de entrenamiento excedida la capacidad de aprendizaje de las redes. también a causa de la aparición de grandes mínimos locales en la función de error de la red, que dificultava la posibilidad de alcanzar el mínimo global durante  entrenamiento. Por estos motivos, decidieron utilizar redes con dos capas ocultas. Sin embargo. también en la fase de aprendizaje de estas redes surgieron algunos problemas relacionados con los mínimos locales. Problemas de saturación de algunas neuronas de las capas ocultas. que se reducían si se añadían más neuronas en dichas capas. llenando a la conclusión de que la arquitectura más consistía en la utilización de 5 neuronas en cada una de las capas ocultas. La convergencia en esta red durante el aprendizaje se alcanzaba en menos de 5000 iteraciones.

También se comprobó que con una red de una sola capa oculta compuesta por 5 neuronas se consiguía un mejor aprendizaje que, por ejemplo, con otra de dos capas ocultas de 3-2 neuronas, debido a los problemas de saturación y mínima locales que introducía la capa oculta (de 2 neuronas) más próxima a la salida de la red.

Emulación hardware de una red neuronal para el procesado de ECG

En (Tsia 91) se presenta un sistema electrónoc de emulación basado en una configuración de 9 Transputers que operan en parlelo, con los que se simula una red de 3 capas de tipo backpropagation para el reconocimiento de señales ECG. El hecho de utilizar Transputers permite reducir tiempo durante la fase de aprendizaqje de la red, puesto que el algoritmo de retropropagación de error utilizado en esta etapa para el cálculo de los pesos de las conexiones entre neuronas, puede paralelizarse, obteniendo cada procesador resultados parciales de forma simultánea, lo que acelera el proceso de entrenamiento.

El diagrama de bloques del sistema es el que se muestra en la figura 4.31

Se compone básicamente de tres partes:

· Un computador personal, como precesador 803386 y 2 Mbytes de memoria, que es utilizado como procesador de entrada/salida para acceder a un monitor y a la base de datos de señales ECG.

· Un conjunto de 9 transputers de tipo T800-25. Se trata de procesdores de 32 bits que incorporan una memoria de 2MB, excepto el que se conecta al PC/386, que incluye 6MB de memoria. Los transputers de interconectan entre si.

· La MT-BIH arhyhmia databese, almacenada en un disco al que se accede a través del computador personal.

Este sistema se utiliza para simular el comportamiento de una red neuronal de 3 capas con 64-32 y 6 neuronas cada capa (Fig. 4.32). durante la fase de aprendizaje de esta red, cada uno de los Transportes tiene una función determinada: por ejemplo, el conectado al computador tiene como misión leer los patrones de ECG de la base de datos y hacerlos llegar a otros Transputers para que realicen el procesamiento matemático, también enviará a otro procesador el valor de la salida deseada para que se encargue posteriormente de determinar el error cometido respecto a la salida obtenida que recibirá de otros  obtenidos en las salida’. da las neuronas oculta (X) para cada vector de la señal original (X,) junto con un vector (W’) con los valores de los pasos entre estas neuronas y las da la capa de salida de la red. 

Si llamamos r al número de neuronas ocultas I al número de neuronas d las capas da entrada y salida, que representa el número de muestras por vector de señal (en nuestro caso hemos trabajado con l = l00). entonces el vector W tiene una dimensión da (r+l) I a que, corno es habitual, se considera una neurona oculta flicticia para representar en los pesos de sus conexiones con las neuronas de salida los umbrales o desplazamiento de las funciones de activación sigmoidales de estas neuronas. Si, además N es el número de sectores de 1 I nuestras aprendidos por la red, entonces el vector de datos a almacenar D se obtiene como concatenación de W y de los N sectores X3

Para proceder a la descomprensión de la señal bastará con implementar una red de dos capas con unos pesos iguales a los almacenados en le vector W y suministrar a la entrada los valores de los vectores (x  ) obteniendo a la salida la señal original reconstruida (Fig. 4.34) con el correspondiente error, debido a que no es posible conseguir durante el entrenamiento de la red que el error de aprendizaje sea nulo.

b) Valoración de resultados

Para valorar los resultados, se han calculado, para cada una de las redes probadas, dos medidas a tener en cuenta en todo proceso de comprensión: el factor de comprensión y el error de construcción

El factor de comprensión (FC) es la relación entre el tamaño de la señal original (N-1 muestras) y los datos que se almacenan después de la comprensión (señal comprimida más pesos):

Transputers. Este error es enviad, finalmente al primero de los Transputers (el conectado al PC) para que decida si se debe repetir el proceso de aprendizaje para minimizar dicha diferencia.

Aunque para ello se basaron en el reconocimiento de ECG. en realidad lo que pretendían los autores con el sistema utilizado era comprobar la ventaja que supone utilizar varios procesadores trabajando en paralelo durante el aprendizaje en una red neuronal. probando diferentes formas de conectar los Transputers y de paralelización de los cálculos. Después de la experiencia. se concluía que utilizando los 9 procesadores. la velocidad de aprendizaje se llegaba a multiplicar por 6. 

Cancelación de ruido en señales ECG 

Para cancelar el posible ruido incluido en señales de ECG, también se han utilizado redes neuronales. El método Consiste en entrenar una red para que aprenda a relacionar señales a las que intencionadamente se les añade un ruido aleatorio, con la versión original de dichas señales. En el caso de ECG. Existen  experiencias desarrolladas por algunos autores a este respecto (Hecht-Nielsen 88b1. para eliminar el ruido de alta frecuencia que generalmente incluyen estas señales, con resultados bastante aceptables utilizando redes de tres capas del tipo backpropagarion. También, como se comentó en el apanado 4.3.2. en 1988 los autores Widrow y Winter [Widrow 881 utilizaron una red neuronal del tipo MADALINE como filtro adaptativo para cancelar las interferencias maternas en el ECG de un feto. 

4.5.2. COMPRESIÓN / DESCOMPRESIÓN DE DATOS 

En este texto ya se ha comentado que una de las posibles aplicaciones de las redes neuronales es la compresión de información: es decir, la reducción del espacio físico (memoria, disco, cinta) ocupado por grandes cantidades de datos. A continuación se va a presentar un sencillo ejemplo, desarrollado por los autores de este libro (Hilcra 94). en el que la información a comprimir consiste en señales eléctricas almacenadas en ficheros en forma de muestras en el dominio del tiempo. 

Aunque la experiencia realizada se puede aplicar a cualquier señal, para poder comprobar su funcionamiento se han utilizado señales electrocardiográficas (ECG) reales procedentes de la Base de Datos de Arritmias de la American Heart Association (A.H.A.), que contiene un a gama de diferentes registros de ECG de 20 minutos de duración muestreados a una frecuencia de 25 Hz y clasificados en función de la anamalía que puede distinguirse en cada e no que también ha sido usada en el ejemplo de aplicación de clasificación de arritmiías descrito anteriormente. Las señales ECG suelen tener una gran duración, del orden de minutos y horas y, si tenemos en cuenta que por lo general suelen tener del orden de algunos miles de muestras por segundo (en el caso de las señales AHA 4000 muestras por segundo, con un total de 4.8 millones de muestras por cada registro de ECG de 20 minutos), parece evidente la necesidad de reducir su tamaño si se pretende almacenar dicha señal en algún soporte (disco, cinta) o enviarla a través de un sistema de comunicación.

En este sentido. se ha utilizado una red neuronal backpropagation para comprimir señales ECG. que podrán ser reconstruida mediante otra red complementaria. Se han probado diferentes arquitecturas obteniendose unos resultados aceptables con redes con una única copa oculto. 

a) Descripción de las redes neuronales utilizadas 

La red neuronal utilizada para comprimir tiene 3 capas con 100 neuronas en las capas de entrada y salida, un pequeño número arbitrario de neuronas en la capa oculta y algoritmo de aprendizaje backpropagation (Fig. 4.33)

Para proceder a la compresión en primer lugar se divide la señal original x en N tramos o vectores (correspondientes a los diferentes ciclos cardiacos). Con un número de muestras cada uno igual al de neuronas de entrada de la red (1). A continuación se entrena la red presentando secuencialmente los N vectores X a la entrada, procediendo al ajuste de los pesos de las conexiones entre neuronas, hasta que para cada x de entrada se obtenga a la salida exactamente un vector X con los mismos valores (X   X). Esto en general, no va a ser posible, por lo que se aplica el algoritmo de backproopagation hasta obtener una mínima diferencia entre entradas y salidas.

Cuando esta etapa de entrenamiento ha concluido, podemos afirmar que la compresión ha sido realizada en las neuronas ocultas de la red. Si se desea entonces almacenar la señal comprimida (x), se guardarán los vectores 

Siendo:

N: Número de vectores de la señal original. 

1: Muestras por vector (en nuestro caso = l00). 

r Neuronas ocultas. 

Es evidente que en el factor de compresión influye tanto el número de 1 neuronas en la capa oculta de la red (a menor número de neuronas, mayor compresión) como el número de fragmentos de señal que ha aprendido la red (a mayor número de fragmentos, mayor compresión). Según esto, parece evidente que interesa trabajar con valores pequeños de r y grandes de N para obtener factores de compresión tan altos como se desee. Sin embargo, este factor de compresión no puede hacerse todo lo pequeño que se quiera, porque va a influir  también el error cometido en la reconstrucción de la señal, que también depende del número de fragmentos a comprimir y del número de neuronas ocultas, debido a que cuantas menos neuronas tengamos (valores pequeños de r), más le cuesta a la red alcanzar de error que se quiera fijar para conseguir una reconstrucción de calidad. Lo mismo ocurre cuando se aumenta mucho el número de fragmentos de señal (N); cuantos mis fragmentos tenga que aprender la red, más le costará hacerlo, porque tiene más probabilidad de confundir unos fragmentos con otros. 

Para cuantificar el error cometido al recomponer la señal (error de reconstrucción) utilizamos el tanto por ciento de la raíz cuadrada de la diferencia cuadrática media, conocido también como error PRD (Reddy 86). cuya expresión I matemática es la siguiente: 

Siendo X,(i) el valor de la muestra i - ésima del vector de señal original, y X(i). el de la correspondiente muestra de la señal reconstruida. Éste es el error cometido al reconstruir un vector de 100 muestras de señal (un latido o ciclo cardiaco). El error total correspondiente a la reconstrucción de una señal completa —. se obtiene como la media aritmética de los errores para cada uno de los N vectores comprimidos. 

Puede considerarse como aceptable para posterior diagntsticn clíiúce un error total entre 3.5% y 4.5%. 

Se han realizado numerosas pruebas para averiguar cómo influye la tasa de aprendizaje (ti). la tasa de momento (o). el número de neuronas ocultas (r), el número de iteraciones de aprendizaje, la cantidad de ciclos o vectores a comprimir (N) y el tipo de señal en el factor de compresión y en el error cometido al recomponer la señal. Para ello, liemos utilizado todos los tipos de señales de la base de datos AHA. Como muestra. en la tabla 4.1 se presentan algunos de los resultados obtenidos para una señal ECG con ritmos ventriculares. 

En la figura 4.35 se muestra la evolución del error en función del número de iteraciones alcanzadas durante el proceso de compresión de 200 ciclos cardiacos de una señal ECG sin anomalías utilizando tres redes con diferente número de neuronas ocultas: 1. 4 8. 

c) Conclusiones

Ya se ha comentado que el objetivo de las pruebas realizadas en esta aplicación ha sido tratar de encontrar los parámetros óptimos de una red neuronal que continuan reducir al máximo el error en el menor número de Iteraciones posibles. Sin embargo. no siempre es posible alcanzar un error mínimo sólo a base de iteraciones, ya que normalmente se comprueba que a partir de las 300 iteraciones el error decrece muy lentamente, debiendo aumentarse  el número de neuronas de la capa oculta para conseguir disminuciones significativas del error, pero sacrificando entonces el factor de comprensión que se reducirá al aumentar las neuronas ocultas. 

En la velocidad de aprendizaje influyen directamente la tasa de aprendizaje y de momento utilizadas. debiéndose obtener un equilibrio entre ambas. Si modificando estos parámetros no se reduce el tiempo de aprendizaje lo suficiente, habría que aumentar el número de neuronas de la capa oculta para hacer decrecer el error. 

Hay que destacar que en las pruebas realizadas influye directamente el tipo de señal  y el número de ciclos cardiacos (latidos) que se comprimen. Si las formas de los ciclos son muy semejantes entre sí. el error disminuye muy rápidamente. consiguiéndose un valor pequeño. Sin embargo, si estos ciclos son muy diferentes, la velocidad de disminución del eror es lenta y a veces ocurre que oscila bruscamente. Se puede decir que a la red le cuesta aprender informaciones semejantes. De hecho, en algunos casos, cuando la mayoría de los ciclos son muy parecidos entre si, excepto alguno diferentes, es posible que la red ignore estos últimos si no se emplea un número suficiente de neuronas ocultas. Otra forma de reducir el error en estos casos consiste en la utilización de menos ciclos; de esta forma, la mayoría antes mencionada se reduce, y también su efecto en le aprendizaje de los menos parecidos. Sin embargo, esta solución implica también una reducción del factor de comprensión, puesto que al dividir la señal se deben utilizar varias redes para comprimir cada parte por separado.

En las pruebas realizadas con las señales ECO se ha alcanzado un factor de compresión de hasta 50. lo que significa que el tamaño del fichero que contiene la señal se reduce en 50 veces: de esta forma, si ocupaba 500 Kbytes. se podría reducir a lo kbytes. También se ha considerado. comprobando resultados, que en la reconstrucción de la señal puede considerarse cono, aceptable para posterior diagnóstico clínico un error entre el 3.5% y el 4.5%

En cuanto al número de neuronas en la capa oculta óptimo. para señales con ciclos cardiacos similares es suficiente con 1 6 2 neuronas, consiguiendo así un reducido valor del error y un factor de compresión alto, que dependerá del número de ciclos que se compriman con una misma red, Sin los ciclos difieren bastante entre sí. habrá que aumentar el número de neuronas ocultas, obteniendo un error no muy alto y un factor de comprensión cajón considerable utilizando entre 5 y 8 neuronas ocultas. 

Para comprobar gráficamente como influye el número de neuronas ocultas de a red en la reconstrucción de una señal con ciclos no periódicos. se representa en la figura 4.36 cómo sería la reconstrucción de un ECO con ritmos ventriculares (a) utilizando tina red con una sola neurona oculta (b) y una red con 8 neuronas (C). Puede observarse que la red con 1 neurona no es capaz de reconstruir los ritmos ventriculares que rompen la periodicidad  de la señal. 

La tasa de aprendizaje utilizada en el entrenamiento de la red influye  directamente en la velocidad de aprendizaje; así, con valores altos se podría - alcanzar rápidamente un pequeño error, ya que esta tasa afecta a la cuantía de los incrementos y decrementos de los pesos de las conexiones entre las neuronas durante en aprendizaje. Sin embargo, puede ocurrir que con valores altos se pruzcan oscilaciones entre los pesos óptimos de la red, pero sin llegar a alcanzar un valor estable, no lográndose así reducir el error lo suficiente, manteniéndose éste casi constante, Con valores bajos de la tasa de aprendizaje, se alcanza más lentamente el error mínimo, ya que las variaciones de los pesos son menores. También en estos casos se ha observado en algunas pruebas que en determinados momentos durante el proceso de aprendizaje se producen unos picos de error bastante considerables. 

Por otro lado, la lasa de momento también influye en el entrenamiento, compensando a la lasa de aprendizaje. En ambos casos, sus valores deben oscilar entre O y 1. Después de un gran número de pruebas puede concluirse que en la aplicación que nos ocupa, los mejores resultados se han obtenido con valores entre 0.5 y 0.8 para la lasa de aprendizaje, y entre 0.4 y 0.8 para la lasa de momento

Para finalizar, se puede afirmar a parir de la experiencias realizadas y coincidiendo con la opinión de otros autores que han tratado el tema [lwata 89]. que la utilización de redes neuronales para comprensión de señales es una técnica que puede resultar de gran utilidad, consiguiendo buenos resultados si las señales en cuestión son del tipo cuasi - periódicas, ya que el principal problema que presenta este método es la dificultad de las redes para aprender fragmentos de señal muy diferentes entre sí. 

4.5.3. RECONOCIMIENTO DE PATRONES 

Como ya comentarnos en el capítulo 1, una de las aplicaciones más extendida de las redes neuronales, y para la que, desde el principio se comprobó que podía ser un campo apropiado, es el reconocimiento o clasificación de patrones aprovechando la capacidad de generalización de las redes, las cuales pueden aprender una serie de modelos originales de diferente clases para posteriormente ser capaces de determinar la clase a la que pertenecen otras entradas distintas de los patrones aprendidos. En este sentido, a continuación se muestran los trabajos y conclusiones que hemos obtenido en la investigación de la aplicación de redes neuronales tipo backpropagarion para clasificar diferentes tipos de señales electrocardiográficas (ECG) [HiIera 94]. Como ocurría en el apartado anterior, para realizar las pruebas con las distintas redes, se han utilizado como patrones las señales ECG de la base de datos de la American Heart Associatin (AHA). 

Los pasos seguidos para llegar al objetivo de conseguir una red neuronal capaz de reconocer ciertos tipos de señales ECG han sido los siguientes:

a) Caracterización de la señal 

En primer lugar corno ocurre en cualquier problema de reconocimiento de patrones y como fase previa a la clasificación, se hace necesario, para limitar el número de entradas de la red neuronal, caracterizar la señal extrayendo algunos parámetros significativos que sean suficientes para diferenciar un tipo de señal de Otro. En este sentido, como alternativa a otros intentos de clasificación con redes llevadas a cabo por Otros autores [Bortolan 90]. hemos decidido caracterizar cada señal por las amplitudes de las componentes de su espectro en el dominio de la frecuencia. Se tratará por tanto, de comprobar si una red neuronal es capaz de diferenciar los espectros de los distintos tipos de ECG.

Para ello, se ha utilizado el método de descomposición en series de Fourier. A pesar de sus inconvenientes, esta técnica presenta una gran Ventaja: existen algoritmos rápidos para su obtención (Fast Fourier Transform FFT) y por tanto será más adecuada para una posible implementación en sistemas que trabajen en tiempo real, Para el caso de que la señal venga definida por un conjunto de valores discretos, es decir, que Sea el resultado de muestrear un seña! continua en intervalos iguales de tiempo a, corno ocurre en nuestro Caso, la representación de  (n) en el dominio de ¡a frecuencia se puede realizar mediante la transformación discreta de Fourier (DFT)

donde X(k) es el valor del espectro a la frecuencia          el índice de tiempos. N el número total de muestras y T el periodo de muestreo. Esta expresión permite calcular cada una de las N componentes de frecuencia del espectro a partir de N puntos de v(t) ponderados por la función 

Se puede recuperar la señal original a partir de su espectro en frecuencia aplicando la transformada discreta inversa de Fourier (IDFT) 

Se observa que la DF]’ y su inversa, la IDFT. son muy similares, la única diferencia es el factor  1/N el exponente negativo de la DFT. Esta similitud tiene un significado práctico importante ya que permite que el desarrollo de un algoritmo o de un hardware para la DFT sea utilizado para la (DFT con pequeñas modificaciones. Aprovechando las propiedades de simetría que aparecen en el exponente de la DFT se han formulado diferentes algoritmos de computación. denominados transformada rápida de Fourier (FFT). que hacen posible un ahorro sustancial de tiempo de computación frente a los algoritmos convencionales, al reducir considerablemente el número de operaciones algebraicas a realizar. 

La aplicación directa de la DFT, según su definición, requiere la ejecución de N multiplicaciones y N. ¡ adiciones para cada muestra. Para una transformación de N muestras, el número de operaciones es del orden de magnitud de N’. Se hace necesario, por tanto, idear un procedimiento que permita disminuir esto. El procedimiento se basa en dividir el cómputo de la DPT en varias DFT de dimensiones sucesivamente más pequeñas, aprovechando la proporcionalidad del número de operaciones con N  y cambiar después los resultados de forma adecuada. Si N es par, se puede componer primero una DFT de N/2 puntos sobre todas las numeración impar. A continuación, la DFT requerida de N puntos se puede calcular a partir de los resutlados de stas dos DFT más pequeñas, si N/2 también es un número par, se puede repetir este procedimeinto. La máxima optimizaicón delproceso se da cuando N es una potencia de dos, ya que netonces se puede llegar a DFT de dos puntos, de forma que el número total de operaciones es del orden de Nlog N que es una reducción según en factor de N/M donde M= log N.

Los algoritmos en los que Nes igual a 2, donde k es un entero también conocidos como algoritmos potencia de dos, son más correctos y relativamente más rápidos en la ejecución que los algoritmos más generales. Con frecuencia estos algoritmos FFT están basados en los algoritmos de Cooley Tukey o de Sande Tukev [Brigham 74l. los cuales difieren fundamentalmente en la organización de los resultados. 

Concretamente, el algoritmo de FFT de Sandc-Tukey se ha aplicado para la caracterización de las señales de ECG a clasificar, Se han tomado intervalos de 1024 puntos (4096 mseg). de los que, una vez realizada la FFT, se han elegido los 100 primeros armónicos (componentes de la parte baja del espectro). Estos valores serán los datos de entrada a la red neuronal (y por tanto determinará el número de neuronas de la capa de entrada), tanto en la fase de aprendizaje como en la de valoración de resultados. Este número de armónicos a utilizar se ha decidido buscando un compromiso entre un valor suficiente para caracterizar la señal, y no demasiado elevado, para poder utilizar una rd neuronal lo más sencilla posible

En las figuras 4.37 y 4.38 se presenta un ejemplo de transformaría de Fourier de un intervalo señal ECG, así como forma de la señal reconstruida, realizando la transformada inversa tomando 10 armónicos

b) Entrenamiento de la red y análisis comparativo de diferentes arquitecturas 

La red será del tipo backpropagarion con una única capa oculta. El número de neuronas de la capa de entrada será 100. debido a los 100 armónicos que se utilizan al realizar la FFT. El número de neuronas ocultas será un parámetro modificable durante la fase de entrenamiento, en la búsqueda de la arquitectura más idónea para la clasificación de arritmias. Por último, la capa de salida tendrá cuatro neuronas, debido a que la red se emplea para clasificar cuatro tipos de arritmias. 

Los grupos de señales utilizadas para realizar la red neuronal capaz de clasificarlas han sido los siguientes: 

· Señales normales (SN). 

·  Señales con bigensinisnto (BIG). 

·  Señales con ritmos ventriculares (RN). 

·  Señales con fibrilación ventricular (PV). 

De cada grupo de señales se han elegido 100 intervalos para la etapa de aprendizaje, y 50 distintos para la fase de valoración de resultados. A cada intervalo se le ha aplicado la FFT y escogido 100 armónicos. Una vez normalizados los armónicos, se realiza la fase de aprendizaje de la red neuronal. En esta fase, se muestra a la red diferentes ejemplos de un mismo tipo de ECO para que realice una representación interna, en los pesos de las conexiones internas, de la asociación entre valores de entrada y valores deseados de salida. 

Cuando ya está formada la función de asociación anterior en la estructura interna de pesos de la red neuronal, ya podemos pasar a la sigueitne fase, generación de salida. En estas fase, presentamos a la red un conjunto de ejemplos de ECG  diferentes de los que se han utilizado en la etapa anterior. El objetivo es observar que porcentaje de acierto es capaz de alcanzar la red con una estuctura determinada. Mediante la variación de los parámetros      y número de neurona de la capa oculta, realizamos una serie de pruebas hasta detectar las estucturas que cometen menor error en la clasificación. Asimismo, se realiza un seguimiento de la variación del error cometido en función del número de iteraciones llevadas a cabo.

En la tabla 4.2 se muestran los resultados obtenidos en las etapas de aprendizaje y valoración. En ambos casos se indican los porcentajes de acierto de la red neuronal para cada tipo de ECG en relación con el número de neuronas ocultas (N) utilizando los valroes 0.7 y 0.6 como tasas de aprendizaje (  ) y momento (   ) respectivamente y 1.000 iteraciones en el proceso de aprendizaje

La red neuronal utilizada debe ser capaz de clasificar 4 diferentes tipos de ECG pero no es habitual, si se observa la tabla de porcentajes, que acierte en el 100% de los casos. Por esta razón, puede ser interesante considerar en estos casos cuál de las 4 salidas de la red es activa al presentar ECG de un determinado tipo para comprobar, cuando la red se equivoca al activar una salida los tipos de señales que confunden a la red. Como ejemplo, en la tabla 4.3 se muestra, para el caso de las 50 señales de ECG de tipo normal utilizadas en la fase de valoración, cuántas veces se ha activado la salida correcta (señal normal SN), y los casos en los que se ha activado otra saldia, lo cual quiere decir que la red se ha equivocado, considerando que el ECG es de un tipo incorrecto. También se indica el número de veces que ninguna salida se activa y los casos en que se activan varias.

c) Conclusiones

Hay que indicar que durante el aprendizaje nunca se consigue un porcentaje total del l00 por 100 en las redes probadas. También en la valoración los porcentajes de acierto son más pequeños. El mayor porcentaje de acierto total conseguido ha sido del 91 por 100 con una red de l0 neuronas ocultas. El mejor porcentaje individual ha sido del lOO por lOO para ECG con ritmos ventriculares. Se ha alcanzado en algún caso un 92 por 100 de acierto en ECG normales, un 96 por 100 en ECG con fibrilación ventricular y un 84 por l0 en ECG con bigeminismo. Respecto al número de neuronas ocultas los mejores resultados se han obtenido con redes de 8. 10, 12 y 20 neuranas en a capa oculta. empleando tasas de aprendizaje y momento de  0.7 y 0.6 respectivamente 

En relación con el tiempo de aprendizaje, puede afirmarse, según las pruebas realizadas, que a partir de unas l.000 iteraciones el error puede considerarse prácticamente constante. Si tenemos en cuenta que las comprobaciones de esta segunda fase de la aplicación se han realizado en un computador con CPU ¡80486 (33MHz) y coprocesador. y que una iteración se leva a cabo en aproximadamente 8 segundos. puede concluirse que el tiempo de aprendizaje de las redes para obtener los resultados indicados es del orden de tres horas. 

A la vista de los resultados, el método presentado podría ser una primera etapa de clasificación de señales que debería ser complementada con otros métodos que aseguren el correcto diagnóstico clínico. Asimismo. podrían mejorarse los resultados, por ejemplo, aumentando el número de patrones presentados a la red en la fase de aprendizaje; también se podrían utilizar otros métodos de caracterización de la señal ECG diferentes de la FFT. como, por ejemplo, los valores obtenidos mediante la compresión con otra red neuronal u otros tipos de redes y algoritmos de aprendizaje. 
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